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Res2Net: 一种新的多尺度骨干架构
Shang-Hua Gao∗, Ming-Ming Cheng∗, Kai Zhao, Xin-Yu Zhang, Ming-Hsuan Yang, and Philip Torr

摘要—对于众多的计算机视觉任务来说，表达出多尺度特征是非常重要的。最近卷积神经网络（CNNs）骨干的一些进展，不断表现出来
了更强的多尺度特征表达能力。这也使得其在广泛的使用领域中得到了性能的提升。不过，现存的大多数方法表达多尺度特征都是通过逐
层的方式进行的。在本文中，我们提出了一种新颖的架构卷积神经网络模块的方法，我们称之为 Res2Net。它通过在一个残差块中构筑类
似残差分层的方式进行连接。我们的 Res2Net 可以在更细粒度级别表达多尺度特征，并且可以增加每层网络的感受野大小。我们提出的
这个残差块可以被加入到类似 ResNet，ResNeXt，DLA等一流的网络结构中。为上述模型加入 Res2Net模块后，我们在如 CIFAR-100
和 ImageNet等知名数据集上获得了比原结构更好性能。进一步的研究表明，在一些如物体检测，CAM，显著性物体检测等具有代表性
的视觉任务中，我们的 Res2Net 具有比其他基础模型更好的表现。源代码和训练好的模型已经在 https://mmcheng.net/res2net/开源。
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1 引言

如图1所示，自然界的图形都是多尺度的。首先，如沙发、
杯子等，他们都是出现在一张图片中的大小不同的物体。其

次，一个物体所需要的上下文语境信息可能比它本身的面积

占比要大。举个例子，我们需要图中的桌子作为上下文语境信

息来区分桌上的黑色小物体是笔筒还是杯子。第三，感受来

自不同尺度的信息有助于细分类和语义分割等任务的性能提

升。因此，在很多的计算机视觉任务中，如图像分类 [28]、物
体检测 [43]、注意力预测 [45]、目标追踪 [45]、动作识别 [46]、
语义分割 [6]、显著性物体检测 [2], [24]、物体提取 [12], [43]、
骨架提取 [66]、立体匹配 [42]、边缘检测 [37], [57]等，设计一
个优秀的可以表达多尺度特征的结构是十分重要的。

多尺度特征已经被广泛的应用于常规的特征设计 [1], [39]
和深度学习 [10], [51] 中。在众多的视觉任务中，为了使网络
获得多尺度表达能力，需要特征提取器使用一个大范围的感

受野来获得不同尺度的物品/部件/上下文信息等。卷积神经
网络（CNNs）通过堆叠卷积层使得网络由粗到细地学习多尺
度特征。卷积神经网络的这种多尺度特征提取能力可以很有

效的解决众多视觉任务中的问题。进一步提升卷积神经网络

性能的关键就是需要设计一个更加有效的网络结构。

在过去的几年中，部分网络骨架结构 [10], [15], [23], [25],
[26], [28], [47], [51], [56], [60] 在众多的视觉任务中取得了
重大的进展，并且获得了一流性能。更早的神经网络结构如
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图 1. 多尺度的表达对于各种视觉任务是十分重要的，如物体边界、区域
的识别和目标物体语义类别的识别等等。即使在在最简单的物体识别任
务中，对于不同尺度物体 (如沙发、杯子等) 信息的感知和他们所处的上
下文环境 (如我们要识别图中黑色小杯子，就需要一个“它在桌子上”的
信息) 也是很重要的。

AlexNet [28] 和 VGGNet [47] 中，他们通过堆叠卷积操作
使得使用数据驱动多尺度特征的学习变得可行。之后，为

了提升网络的多尺度表达能力使用了很多不同的方法，如

InceptionNets [50], [51], [52] 等网络，通过在卷积层使用不同
大小的卷积核，如 ResNet [23]使用的残差模块，DenseNet [26]
使用的快捷链路和 DLA [60]等，这些方法均能提升多尺度表
达能力。卷积神经网络的骨架结构的进步表明了，神经网络

正在倾向于向更加高效和有效的多尺度表达能力方面发展。

在本文中，我们提出了一种简单并且有效的多尺度处理

流程。跟大多数现有的方法来提升层级的多尺度表达能力不

同，我们提出的方法是在更细粒度的级别提升网络的多尺度

表达能力。跟一些现有方法 [5], [9], [11] 利用具有不同分辨率
的特征图来提升多尺度表达能力不同的是，我们提出的方法

是在更细粒度的尺度上通过多个感受野来提升。我们通过将

https://mmcheng.net/res2net/
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(a) 瓶颈层 (b) Res2Net 模块

图 2. 瓶颈层和我们提出的 Res2Net模块对比（假设尺度维度 s = 4时）。

原有的 n 通道 3 × 3 滤波器1替换为一系列有 w 通道的更小

的滤波器组（避免损失，我们令 n = s×w）。如图2，小滤波
器组以类似于残差的模式被逐层连接，这样可以增加输出特

征能表达的不同尺度的数量。我们将输入的特征图分为几组，

每一组滤波器先从一组输入特征图中进行特征提取，然后与

先前组生成的特征图和另一组输入的特征图一起被送到下一

组卷积核进行处理。这个过程将一直持续到所有特征图都被

处理完毕。最终，所有特征图将被拼接在一起并被送到一组

1× 1的卷积核处进行信息融合。在任意可能的将输入特征图

转化为输出特征图的路径上，相等的感受野在经过 3× 3的卷

积核后总会增多，最终会因组合效应生成出许多等价的的特

征尺度。

我们的 Res2Net 方法扩展出来了一个新的维度，我们
命名为尺度维度 (scale) （Res2Net 模块中特征图被分成的
组数），它将作为一个基础的参数出现在网络中，如同深度

(depth) [47]、宽度 (width)2和基数 (cardinality) [56] 我们将
在4.4小节中演示提搞尺度维度将比提高其他维度更加有效。
请注意，我们提出的在更细粒度级别扩展一个网络的多

尺度表达潜力的方法和现存的其他利用逐层操作的方法是

没有冲突的。因此我们的 Res2Net 模块可以很容易就被加
入到其他现存的卷积网络框架中。大量实验表明，我们的

Res2Net 模块可以很好地提升现有一流网络如 ResNet [23]、
ResNeXt [56]、和 DLA [60] 等的表现。

2 相关工作

2.1 骨干网络

近几年，我们见证了拥有更强的多尺度表达能力的网络骨干

结构 [15], [23], [26], [28], [47], [51], [56], [60] 在众多的视觉任
务中取得了世界一流的性能水平。卷积神经网络正如被设计

1. 卷积操作和滤波器两个名词同义。
2. 宽度 (width) 表示一个层中的通道数 [61].

的那样，因为输入的信息是由细到粗的模式，它具有基本的多

尺度特征表达能力。AlexNet [28]通过顺序的堆积卷积层，在
物体识别方面实现了比传统方法更大的性能突破。不过受限

于其网络的深度和卷积核的大小，AlexNet 只有很小的感受
野。VGGNet [47]使用了更小的卷积核，然后增加了网络的深
度。更深的网络可以获得更大感受野，有助于提取大尺度物

体的特征。通过堆叠更多的网络层数往往比扩大卷积核能更

有效的扩大感受野大小。正因为如此，VGGNet 比 AlexNet
使用了更少的参数却获得了更强的多尺度特征表达能力。不

过 AlexNet和 VGGNet都是直接堆积卷积层，这会使得其每
一层都有一个相对固定的感受野。

NIN [31] 通过将多层感知器作为子网络加入大型网络中，
这样做增强了感受野对于其内部局部位置的辨别能力。NIN
中 1 × 1 的卷积层也成为了一种优秀的融合特征图信息的方
法。GoogLeNet [51] 利用并行的使用不同卷积核的卷积层来
增强网络的多尺度表达能力。不过由于参数量的影响，网络

的性能往往受计算量约束。Inception 网络 [50], [52] 通过在
GoogLeNet 的并行路径上堆叠更多的卷积层来扩大感受野。
另一方面，ResNet [23] 提出的神经网络中的短连接方式可以
减缓梯度消失的现象，从而可以获得一个更深的网络结构。在

特征提取过程中，短连接允许组合不同的卷积操作，这使得

它会有大量等价的的特征图尺度。类似的，DenseNet [26] 中
的稠密连接层使得网络可以处理大尺度的物体。DPN [10] 对
于 ResNet 和 DenseNet 的组合使得其拥有 ResNet 的特征复
用能力和 DenseNet的特征提取能力。在最近的 DLA [60]中，
其以类似树的结构来组合网络的层结构。树状结构的分层使

得网络也能获得更好的逐层的多尺度表达能力。

2.2 视觉任务中的多尺度表达能力

卷积神经网络中，多尺度表达能力非常重要。如在物体检

测 [43]、面部分析 [4], [41]、边缘检测 [37]、语义分割 [6]、
显著性物体检测 [34], [64] 和骨架检测 [66] 中，它将能有效提
升模型的性能。

2.2.1 物体检测

一个有效的卷积神经网络需要能够有效的辨别出一个场景中

的各种不同尺度的物体。在早期的论文如 R-CNN [18]中，其
主要依靠如 VGGNet [47] 作为骨架网络来提取多尺度特征。
He 等人提出了 SPP-Net [22] 方法，它可以在骨干网络后使
用空间金字塔池化来增强多尺度表达能力。后来的 Faster R-
CNN [43] 提出的区域候选网络（RPN）用来生成不同尺度的
边界框。基于 Faster R-CNN，FPN [32]加入了特征图金字塔
的方法来提取单个图像中不同尺度的特征信息。SSD [36] 方
法利用了不同阶段的特征图来处理不同尺度的视觉信息。

2.2.2 语义分割

对于语义分割来说，通常需要卷积神经网络处理不同尺度的

特征来提取上下文语境信息。Long [38] 等人最早提出了对
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于语义分割有效的多尺度表达的方法是全卷积网络（FCN）。
在 DeepLab 中，Chen 等人 [6], [7] 提出的级联空洞卷积模
块可以在保持空间分辨率的同时扩大感受野。最近的论文

PSPNet [63] 中，通过金字塔池化的方法汇总来自基于区域
特征的全局上下文信息。

2.2.3 显著性物体检测

为了精准定位图像中的显著性物体所在的区域，需要模型理

解大量的多尺度上下文信息以确定物体的显著性水平，并且

需要小尺度的特征信息来准确定位物体的边界 [65]。更早的
方法如 [3] 利用手动来维护全局对比信息 [13] 或者多尺度区
域特征 [53]。Li 等人 [29] 最早提出的方法之一能够利用深度
多尺度特征来进行显著性物体检测。之后，多语境深度学习

[67] 和多层次卷积特征 [62] 也被提出以提升显著性物体检测
的性能。最近的论文中，Hou 等人 [24] 提出的在不同阶段加
入稠密短连接来丰富每层中的多尺度信息以提升显著性物体

检测的性能。

2.3 同期论文

最近也有一些论文 [5], [9], [11], [49] 来利用多尺度特征提升
网络性能。Big-Little 网络 [5] 是一个由不同计算复杂度分支
组成的多分支网络。OctConv [9] 将标准卷积分解为两种分辨
率，以不同的频率处理特征图。MSNet [11] 通过上采样，从
低分辨率网络中得到了低分辨率特征图，来在高分辨率网络

中学习高频率的残差。除了部分论文中的低分辨率表达之外，

HRNet [48], [49] 也在网络中引入了高分辨率表达并且反复融
合多尺度特征以增强高分辨率表达。这些模型 [5], [9], [11],
[48], [49] 中，都使用了池化或者上采样来使得图像的尺寸变
为原来的 2n 倍。这样可以在性能不变甚至提升基础上减小计

算量。在 Res2Net 模块中，层次间类似残差的块内连接能够
使得感受野不断变化，从而使得其可以在更加细粒度的水平

上捕捉局部或者全局的图像特征。实验结果也表明，Res2Net
模块可以被集成在新的网络结构上以提升他们的性能。

3 Res2Net
3.1 Res2Net 模块

如图2(a) 中的模块，它是许多现代卷积神经网络如

ResNet [23], ResNeXt [56], 和 DLA [60] 的基础构建结构。
在保持计算量大致不变的情况下，我们找到了一些拥有比

3 × 3 卷积层更强的多尺度特征提取能力的网络结构。我们

将 3× 3的卷积层替换成分层小组的卷积，并且通过类似残差

连接的方式将不同的卷积组逐层串起来。因为我们提出的这

个模块在单个残差块中有类似残差的连接，所以我们将其命

名为 Res2Net。
图2展示出了我们提出的 Res2Net 模块和普通瓶颈层的

差别。在 1 × 1 的卷积层后面，我们将特征图分为 s 个子集，

用 xi 表示，其中 i ∈ {1, 2, ..., s}。除了子集的通道数是原来

x1
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x2 x3 x4

K4
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3×3
Group = 1

3×3
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图 3. Res2Net 模块可以与基数（cardinality）维度 [56](用卷积组替换
原来的卷积) 和 SE [25] 模块一起集成在模型中。

的 1/s外，每个特征图子集 xi 都有着和原始特征图集相同的

空间大小。除了 x1，每个特征图子集 xi 都有其对应的 3× 3

卷积层，用 Ki() 表示。我们定义 Ki() 的输出为 yi。特征图

子集 xi 和 Ki−1()相加后被一同送入 Ki()进行处理。为了减

少参数并增加 s 的数量，作者忽略了对 x1 所要进行的 3× 3

卷积因此 yi 可以被表示为：

yi =


xi i = 1;

Ki(xi) i = 2;

Ki(xi + yi−1) 2 < i ⩽ s.

(1)

注意到每一个 3× 3 卷积核 Ki() 可以潜移默化地接收到

他之前所有特征图子集，即 {xj , j ≤ i}的特征信息。每一次特
征图子集 xj 通过一个 3× 3 的卷积核之后，输出结果就可以

有一个比 xj 更大的感受野。因为组合爆炸效应，Res2Net 模
块的输出包含了不同数量的不同大小以及不同尺度的感受野

与他们的不同组合。

在我们的 Res2Net 模块中，拆分出的部分是以多尺度的
方式处理的，这有利于提取局部和全局的信息。为了让不同尺

度的信息融合得更好，我们将拆分出的部分并联在一起然后

通过一个 1× 1的卷积层进行信息融合。这种分组、合并的策

略使得卷积层能够更有效地处理特征图。为了减少参数，我

们忽略了第一个分组的卷积层，这也是一种特征复用的形式。

在本中文，使用参数 s控制尺度（scale）维度。更大的 s

将能更好的学习到更丰富的不同尺寸的感受野，但是这样做

将会增加计算量和内存的消耗。

3.2 在流行模型上的集成

近几年，大量的神经网络模型被提出，如 Xie 等人 [56] 引入
的基数（cardinality）维度还有 Hu 等人 [25] 提出的 SE 模
块。Res2Net模块引入的尺度（scale）维度和这些方法是可以
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共存的。如图3，我们可以很容易地将基数（cardinality）维
度 [56] 和 SE 模块 [25] 集成到我们的 Res2Net 模块中。

3.2.1 基数（cardinality）维度

基数（cardinality）维度表示一个卷积层内的组的数量 [56]。这
个维度将网络的卷积层从单分支变成了多分支，从而提升了

模型的表达能力。将我们模块中 3 × 3的卷积层替换为一组 3
× 3的卷积组，其中用 c表示组的数量。我们在4.2小节和4.4小
节中对比了不同的的尺度（scale）维度和基数（cardinality）
维度对于网络性能的影响。

3.2.2 SE 模块

SE模块通过显式地建立通道之间的联系来自适应地调整各通
道之间的特征响应 [25]。类似于 [25]，我们在 Res2Net模块的
残差连接前面加入了 SE模块。SE模块可以提升 Res2Net模
块的性能，这点我们将在 4.2小节和4.3小节进行演示。

3.3 模型集成

因为我们的 Res2Net 模块对于网络的基础结构没有严格的
要求，并且 Res2Net 模块的这种多尺度特征能力和其他的层
级的特征聚合模型可以共存，所以它就可以很容易地被集成

在如 ResNet [23]、ResNeXt [56]、DLA [60] 和 Big-Little 网
络 [5]等一流的网络结构中。上述模型集成模块之后分别对应
Res2Net、Res2NeXt、Res2Net-DLA 和 bLRes2Net-50。
我们提出的尺度（scale）维度和之前已经被提出的基数

（cardinality）维度 [56] 、宽度（width）维度 [23]都是可以共
存的。因此在固定 尺度（scale）维度之后，我们将调整基数
（cardinality）维度和宽度（maintain）维度来保证其复杂度和
原始模型类似。我们在本文中没有力求模型大小的最小化，因

为这样需要很多如深度可分卷积 [40]、模型剪枝 [19] 和模型
压缩 [14] 等细致的方法。
对于 ImageNet [44] 数据集，我们主要使用了 ResNet-

50 [23]、ResNeXt-50 [56]、DLA-60 [60]和 bLResNet-50 [5]作
为基础模型。我们模型的参数量和其原始基础模型大致相同。

对于一个 50层的网络来说，其参数量为 25M，一张 224×224

图片的 FLOPs 在 4.2G 左右。对于 CIFAR [27] 数据集，我
们主要使用了 ResNeXt-29, 8c×64w [56]作为基础模型。对于
模型复杂度的评估和讨论将在4.4小节给出。

4 实验与分析
4.1 实现细节

我们用 Pytorch 框架实现了我们提出的模型。为了对比的公
平，我们也用 Pytorch 实现了 ResNet [23]、ResNeXt [56]、
DLA [60]和 bLResNet-50 [5]等模型，并且只将其原始的瓶颈
块替换为 Res2Net模块做对比。类似的，我们将在 ImageNet
数据集 [44] 调整过大小的图片中随机剪切出来 224×224 的
图片进行训练。我们使用了和 [23], [52] 相同的参数。并且

表 1
ImageNet 数据集上 Top-1 和 Top-5 的错误率

top-1 错误率 (%) top-5 错误率 (%)

ResNet-50 [23] 23.85 7.13
Res2Net-50 22.01 6.15

InceptionV3 [52] 22.55 6.44
Res2Net-50-299 21.41 5.88

ResNeXt-50 [56] 22.61 6.50
Res2NeXt-50 21.76 6.09

DLA-60 [60] 23.32 6.60
Res2Net-DLA-60 21.53 5.80
DLA-X-60 [60] 22.19 6.13
Res2NeXt-DLA-60 21.55 5.86

SENet-50 [25] 23.24 6.69
SE-Res2Net-50 21.56 5.94

bLResNet-50 [5] 22.41 -
bLRes2Net-50 21.68 6.00

和 [23]类似，我们设置优化器为 SGD，weightdecay = 0.0001，

momentum = 0.9，batchsize = 256，在 4块 Titan Xp上进
行训练。初始的学习率设置为 0.1，并且每 30 次迭代将学习
率下降为原来的 0.1 倍。
对于 ImageNet 数据集，所有模型（包括基础模型和加

入 Res2Net 的模型）都将在相同的参数下迭代 100 次进行训
练。对于测试集，我们使用了和 [23] 相同的裁剪策略。对于
CIFAR数据集，我们实现了 ResNeXt-29 [56]。对所有的任务
来说，我们使用了基础模型和只替换瓶颈块为 Res2Net 的新
模型。

4.2 ImageNet

我们进行实验所需的数据集 ImageNet [44] 包含了有 1000 种
分类标注的 128 万张训练集图片和 5 万张验证集图片。我们
构建了大约 50 层的模型来和一流模型进行性能对比。也在
CIFAR 数据集上进行了更多的实验。

4.2.1 模型性能

表1展示出了在 ImageNet 数据集上的 top-1 错误率和 top-5
错误率。简单起见，表1中的所有 Res2Net模型的尺度（scale）
维度均为 4（s = 4）。在 top-1错误率上，我们的 Res2Net-50
相较于 ResNet-50有 1.84%的降低。Res2NeXt-50的 top-1错
误率也比 ResNeXt-50 降低了 0.85%。并且 Res2Net-DLA-60
的 top-1错误率比 DLA-60降低了 1.27%。Res2NeXt-DLA-60
的 top-1 错误率比 DLA-X-60 降低了 0.64%。SE-Res2Net-50
的 top-1错误率比 SENet-50降低了 1.68%。bLRes2Net-50的
top-1 错误率比 bLResNet-50 降低了 0.73%。正如在2.3小节
讨论的，即使对于 bLResNet这种专门设计出来可以利用不同
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表 2
更深的网络在 ImageNet 数据集上的 Top-1 和 Top-5 错误率 (%)

top-1 错误率 top-5 错误率

DenseNet-161 [26] 22.35 6.20
ResNet-101 [23] 22.63 6.44
Res2Net-101 20.81 5.57

尺度特征的网络来说，我们的 Res2Net 模块依然在更细粒度
的水平上增强了 bLResNet的多尺度表达能力。注意，我们使
用的 ResNet [23]、ResNeXt [56]、SE-Net [25]、bLResNet [5],、
和 DLA [60]都是现在性能一流的网络。相比较于本身就很优
秀的基础框架，集成了 Res2Net 模块的网络依然可以获得性
能的提升。

我们也把我们的模型和利用不同大小卷积核并行的 In-
ceptionV3 [52] 进行了比较。公平起见，我们使用了 ResNet-
50 [23] 作为基础模型，使用和 InceptionV3 模型一样的
299×299 图象进行训练。我们的 Res2Net-50-299 在 top-1 错
误率上比 InceptionV3降低了 1.14%。因此可以得出结论，我
们的层次间类残差连接比 InceptionV3 的并行卷积能够更有
效地处理多尺度信息。尽管 InceptionV3 的卷积组合模式是
精心设计的，但我们的 Res2Net 模块仍然能简洁而高效的进
行模式组合。

4.2.2 更深的 Res2Net

在视觉任务中，更深的网络往往有更好的表达能力 [23], [56]。
为了了解我们的模型加深后的表现，我们用均为 101 层的
Res2Net和 ResNet进行物体分类性能的比较。如表2所示，我
们的 Res2Net-101在 top-1错误率上比 ResNet-101低 1.82%。
注意到我们的 Res2Net-50 在 top-1 错误率上是比 ResNet-50
低 1.84%的。因此，我们的 Res2Net可以和更深的模型结合，
从而拥有更好的表现。同样，我们也对比了 DenseNet [26]。
根据官方提供的 DenseNet-161 的 top-1 错误率来看，我们的
Res2Net-101 比它低 1.54%。

4.2.3 尺度（scale）维度的作用

为了验证我们提出尺度（scale）维度的作用，我们实验和分析
了有不同的尺度（scale）参数的模型。如表 3所示，更大的尺
度（scale）往往有更好的性能。随着尺度（scale）的增加，我们
的 Res2Net-50（14w×8s）框架的 top-1 错误率比 ResNet-50
低了 1.99%。为了保证复杂度不变，在尺度（scale）增加的
时候，Ki() 的宽度（width）随之减少。我们也进一步证明
了，增加尺度（scale）将会增加模型复杂度，但也会提升性能。
Res2Net-50（26w×8s）框架比 ResNet-50的 top-1错误率低了
3.05%。Res2Net-50（18w×4s）的 top-1错误率也比 ResNet-50
低了 0.93%，并且 FLOPs 只有其 69%。表3也展示了不同尺
度（scales）模型的运行时间，这个表示的是 ImageNet 验证

表 3
不同尺度（scale）的 Res2Net-50 在 ImageNet 数据集上的

Top-1 错误率和 Top-5 错误率 (%)。
其中 w 是滤波器宽度（width），s 是尺度（scale）数量，参见式1。

配置 FLOPs 耗时 top-1 错误率 top-5 错误率

ResNet-50 64w 4.2G 149ms 23.85 7.13

Res2Net-50
( Preserved
complexity)

48w×2s 4.2G 148ms 22.68 6.47
26w×4s 4.2G 153ms 22.01 6.15
14w×8s 4.2G 172ms 21.86 6.14

Res2Net-50
( Increased
complexity)

26w×4s 4.2G - 22.01 6.15
26w×6s 6.3G - 21.42 5.87
26w×8s 8.3G - 20.80 5.63

Res2Net-50-L 18w×4s 2.9G 106ms 22.92 6.67

集上 224 × 224 图片的平均耗时。尽管我们需要将特征图分
割成 {yi}，并且之后需要依次进行层级连接，但是这些额外
的运行时间可以被 Res2Net 模型忽略。因为 GPU 能够存储
的向量有限，所以当 Res2Net的 s = 4时，可以使得 GPU单
周期内高效的并行运算。

4.3 CIFAR

我们也在 CIFAR-100 [27] 进行了一些实验，这是一个有 100
个分类标注，5万张图的训练集和 1万张图的测试集组成的数
据集。我们这次使用的基础模型是 ResNeXt-29, 8c×64w [56]。
我们需要将原始网络中的基础模块替换为我们的 Res2Net 模
块，保持网络其他的配置不变。表4展示了模型的大小和在
CIFAR-100数据集上的 top-1错误率。实验结果也表明了，我
们的方法比基础模型和其他方法的参数要少，并且性能更优。

我们的 Res2NeXt-29, 6c×24w×6s 比基础模型的 top-1 错误
率低 1.11%。Res2NeXt-29, 6c×24w×4s 的参数量甚至只有
ResNeXt-29, 16c×64w的 35%。对比 DenseNet-BC (k = 40)，
我们也实现了一个用更少参数来获得更高性能的模型。相比

较于 Res2NeXt-29, 6c×24w×4s，Res2NeXt-29, 8c×25w×4s
因为有更大的宽度（width）和基数（cardinality），所以获得
了更好的性能。这也表明了尺度（scale）维度和宽度（width）、
基数（cardinality）是可以共存的。我们也将最近新提出的 SE
模块集成在了我们的结构中。我们的方法可以使用比基础模

型 ResNeXt-29, 8c×64w-SE 更少的参数获得更高的性能。

4.4 改变尺度（scale）维度

类似于 Xie等人 [56]，我们改变网络的不同维度的数值来测试
其性能，这些维度包括尺度（scale）(如式1)、基数（cardinality）
[56] 和深度（depth）[47]。当我们增加一个模型的一个维度
的时候，会保持其他维度不变。这一系列网络将在上述条件

的改变下被训练和检测。因为 [56] 中已经验证了增加基数
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图 4. ResNet-50 和 Res2Net-50 的 CAM [45] 可视化效果

表 4
在 CIFAR-100 数据集上的 Top-1 错误率 (%) 和模型大小

参数 c 表示基数的值，w 表示滤波器宽度

参数量 top-1 错误率

Wide ResNet [61] 36.5M 20.50
ResNeXt-29, 8c×64w [56] (base) 34.4M 17.90
ResNeXt-29, 16c×64w [56] 68.1M 17.31
DenseNet-BC (k = 40) [26] 25.6M 17.18
Res2NeXt-29, 6c×24w×4s 24.3M 16.98
Res2NeXt-29, 8c×25w×4s 33.8M 16.93
Res2NeXt-29, 6c×24w×6s 36.7M 16.79

ResNeXt-29, 8c×64w-SE [25] 35.1M 16.77
Res2NeXt-29, 6c×24w×4s-SE 26.0M 16.68
Res2NeXt-29, 8c×25w×4s-SE 34.0M 16.64
Res2NeXt-29, 6c×24w×6s-SE 36.9M 16.56

（cardinality）比增加宽度（width）更加有效，所以我们只对
比了尺度（scale）维度与基数（cardinality）、深度（depth）。
图5展示了 CIFAR-100 数据集上的不同大小和参数的模

型测试结果。基础模型的深度、基数和尺度分别是 29、6 和

1。实验结果表明了尺度（scale）对于模型的性能很重要，这
也和4.2 小节中在 ImageNet 数据集上的实验结果相吻合。并
且增加尺度（scale）也比增加其他维度能更快的提升网络性
能。如式 1和图2所示，在尺度 s = 2 的情况下，我们只是增

加了模型中 1× 1滤波器的参数而已。因此，模型中 s = 2时，

其性能会比增加基数（cardinality）略差。对于 s = 3, 4来说，

我们的层次间类残差连接结构能够产生一系列丰富的等效尺

度集合，这有利于获得更好的性能。不过当尺度是 5 和 6 时，
就只能获得有限的性能提升，这可能是因为 CIFAR数据集的
图象太小（32×32），没有丰富的多尺度信息。

4.5 CAM 图

为了更好地理解 Res2Net的多尺度表达能力，我们使用 Grad-
CAM [45] 方法可视化了 CAM 图，这种方法是用来定位图像
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图 5. CIFAR-100 数据集上的不同大小和参数的模型测试，
改变了基数（ResNeXt-29）、深度（ResNeXt）和尺度（Res2Net-29）。

表 5
在 PASCAL VOC07 和 COCO 数据集上的物体检测结果，
使用 AP (%) 和 AP@IoU=0.5 (%) 作为测试标准。

Res2Net 和其对比的网络有着相似的复杂度。

数据集 骨架结构 AP AP@IoU=0.5

VOC07
ResNet-50 72.1 -
Res2Net-50 74.4 -

COCO
ResNet-50 31.1 51.4
Res2Net-50 33.7 53.6

分类器的敏感区域的。如图4的可视化示例中，越强的 CAM
区域使用了越亮的颜色。我们对比了 Res2Net 和 ResNet 在
棒球，企鹅等小物体上的表现。这两种框架对类似于冰淇淋

等中等大小的物体都有着相似的 CAM 图表现。由于有着更
好的多尺度表达能力能力，Res2Net 的 CAM 图更倾向于覆
盖整个物体，而 ResNet则只覆盖物体的一部分，如图中的夜
莺、山狗、圆珠笔和清真寺。这种能够在 CAM图中精准定位
物体所在区域的能力，对于弱监督语义分割有着可挖掘的潜

在价值 [54]。
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表 6
在 COCO 数据集上，其在不同尺寸物体上的 AP 和 AR 表现。

物体尺寸

Small Medium Large All

ResNet-50
AP
(%)

13.5 35.4 46.2 31.1
Res2Net-50 14.0 38.3 51.1 33.7
Improve. +0.5 +2.9 +4.9 +2.6

ResNet-50
AR
(%)

21.8 48.6 61.6 42.8
Res2Net-50 23.2 51.1 65.3 45.0
Improve. +1.4 +2.5 +3.7 +2.2

表 7
在 PASCAL VOC12 数据集上，使用不同尺度（scale）的 Res2Net-50

的表现。
Res2Net 和其对比模型有着相似的复杂度。

骨架结构 配置 Mean IoU (%)

ResNet-50 64w 77.7

Res2Net-50

48w×2s 78.2
26w×4s 79.2
18w×6s 79.1
14w×8s 79.0

ResNet-101 64w 79.0
Res2Net-101 26w×4s 80.2

4.6 物体检测

对于物体检测这个任务，我们使用了 Faster R-CNN [43] 作
为基础模型，在 PASCAL VOC07 [16] 数据集和 MS COCO
[33]数据集上验证了我们的 Res2Net。我们使用了 ResNet-50
和 Res2Net-50作为骨架网络进行对比，并且公平起见，其他
实现细节也都设计的一样。表5中展示了物体检测的结果。在
PASCAL VOC07 数据集上，Res2Net-50 模型比其对比的模
型 AP变优了 2.3%。在 COCO数据集上，Res2Net-50模型比
其对比的模型 AP 变优了 2.6%，AP@IoU=0.5 变优了 2.2%。
我们也测试模型在不同尺寸物体上的 AP 和 AR，表6为

测试结果。根据 [33] 的标准，物体按照尺寸不同被分为三种。
Res2Net 模型比其他基础模型取得了很大的进步。在小尺寸，
中尺寸，大尺寸的物体的 AP分别提升了 0.5%、2.9%和 4.9%，
AR 分别提升了 1.4%、2.5% 和 3.7% 。因为有着更强的多尺
度表达能力，Res2Net 模型可以用更大的感受野来覆盖物体，
这样也提升了其在不同尺寸物体上的表现。

4.7 语义分割

语义分割需要卷积神经网络对物体的上下文语境信息有很强

的多尺度提取能力。因此我们验证了 Res2Net 在 PASCAL
VOC12数据集上进行语义分割的表现。我们使用的 PASCAL
VOC12 数据集 [20] 由包含 10582 张图片的训练集和包含

表 8
不同尺度（scale）的 Res2Net-50 在 COCO 数据集上实例分割的性能

表现。Res2Net 将和其对比模型复杂度近似。

骨节结构 配置 AP AP50 AP75 APS APM APL

ResNet-50 64w 33.9 55.2 36.0 14.8 36.0 50.9

Res2Net-50

48w×2s 34.2 55.6 36.3 14.9 36.8 50.9
26w×4s 35.6 57.6 37.6 15.7 37.9 53.7
18w×6s 35.7 57.5 38.1 15.4 38.1 53.7
14w×8s 35.3 57.0 37.5 15.6 37.5 53.4

1449 张图片的测试集组成。本次使用的基础模型是 Deeplab
v3+ [8]。除了将骨干网络替换为 ResNet和 Res2Net之外，其
他保持和 Deeplab v3+ [8]相同。在训练和验证时使用的步长
（strides）都是 16。如表7所示，Res2Net-50 比他的对比模型
在 mean IoU 上提升了 1.5%。Res2Net-101 比他的对比模型
在 mean IoU上提升了 1.2%。图6中也将部分语义分割结果进
行了可视化。Res2Net 模型倾向于对任何尺寸物体的所有部
分都进行覆盖。

4.8 实例分割

实例分割是物体检测和语义分割的结合。他不仅需要识别出

各种尺寸的物体，也要准确的分割出每个物体。正如在4.6小
节和4.7小节中分析的，物体检测和语义分割都需要卷积神经
网络有很强的多尺度表达能力。因此，实例分割将能从更优

的多尺度表达能力上获益。我们使用了 Mask R-CNN [21]
作为实例分割的算法，我们只将其骨架由 ResNet-50 替换为
Res2Net-50。在 MS COCO [33] 数据集上的实例分割表现
如表8所示。Res2Net-26w×4s 模型比其对比模型 AP 变优了

1.7%，AP50 变优了 2.4%。其也展示了对于不同的尺寸物体
的性能提升。对于小尺寸、中尺寸、大尺寸物体，其 AP 提升

分别是 0.9%、1.9%和 2.8%。表8中也展示了 Res2Net在相同
复杂度不同尺度（scale）下的性能对比。随着尺度（scale）的
增加，性能朝着上升的趋势发展。注意到 Res2Net-50-26w×4s
相较于 Res2Net-50-48w×2s在 APL 性能上提升了 2.8 %，同
时 Res2Net-50-48w×2s和 ResNet-50有着相同的 APL。我们

猜想对于大的物体，模型的性能因为额外的尺度（scale）提
升。当尺度（scale）相对较大时，性能提升将不明显。Res2Net
模型能够自适应性的调整感受野范围。当整个图象中的物体

的已经被合适的感受野覆盖时，模型的性能提升将变得有限。

当模型的复杂度不变的情况下，单纯增加模型尺度（scale）可
能造成每个感受野的通道数减少，这可能会降低模型对于特

定尺度特征的处理能力。

4.9 显著性物体检测

像是显著性物体检测这种像素水平的视觉任务，也需要卷积

神经网络有很强的多尺度表达能力来定位整个物体和其区域
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图 6. 使用 ResNet-101 和 Res2Net-101 作为模型骨架，其语义分割结果的可视化 [8]。

表 9
在不同数据集上的显著性物体检测结果，评判标准使用 F-measure 和

MAE。保证 Res2Net 和其对比模型的复杂度类似。

数据集 骨干结构 F-measure↑ MAE ↓

ECSSD
ResNet-50 0.910 0.065
Res2Net-50 0.926 0.056

PASCAL-S
ResNet-50 0.823 0.105
Res2Net-50 0.841 0.099

HKU-IS
ResNet-50 0.894 0.058
Res2Net-50 0.905 0.050

DUT-OMRON
ResNet-50 0.748 0.092
Res2Net-50 0.800 0.071

边界。我们使用了最新的 DSS [24] 作为我们的基础模型。公
平起见，也只将其骨干结构替换为 ResNet-50和 Res2Net-50，
同时其他配置参数保持不变。如 [24]，我们使用 MSRA-B 数
据集 [35]进行训练，在 ECSSD [58]、PASCAL-S [30]、HKU-
IS [29] 和 DUT-OMRON [59] 数据集上验证结果。我们使
用 F-measure 和 MAE 作为检测标准，如表 9所示，集成
了 Res2Net 的模型相较于其他模型性能均有提升。在 DUT-
OMRON数据集（包含 5168张图片）上，集成 Res2Net的模
型比集成 ResNet 的在 F-measure 上优 5.2%，在 MAE 上优
2.1%。我们的 Res2Net 方法在 DUT-OMRON 数据集上的性
能提升最大，因为这个数据集相较于其他数据集，其图像中

的重要物体大小变化会更大。如图7所示，是一些显著性物体
检测样例的可视化对比。

4.10 关键点预测

人体的每个部分尺寸都不相同，因此我们需要一个好的关键点

预测算法来定位人体不同大小的身体部位。为了验证 Res2Net
的多尺度表达能力是否对关键点预测这个任务有效用，我们

Images GT ResNet-50 Res2Net-50

图 7. 使用 ResNet-50 和 Res2Net-50 作为骨干结构的一些显著性物体
检测 [24] 结果示例。

表 10
COCO 验证数据集上关键点预测的性能表现。

Res2Net 和其对比模型的复杂度相似。

骨干结构 AP AP50 AP75 APM APL

ResNet-50 70.4 88.6 78.3 67.1 77.2
Res2Net-50 73.7 92.5 81.4 70.8 78.2

ResNet-101 71.4 89.3 79.3 68.1 78.1
Res2Net-101 74.4 92.6 82.6 72.0 78.5

使用了 SimpleBaseline [55] 作为基础模型，只将其骨干结构
替换为 Res2Net。包括训练和测试在内的所有实现方法都和
SimpleBaseline [55] 保持一致。我们的训练集使用 COCO 关
键点检测数据集 [33]，测试集使用 COCO 验证数据集。跟
SimpleBaseline [55] 中的一样，我们使用了相同的人体检测
器。表 10中展示了我们的 Res2Net 使用 COCO 验证集进行
测试时的性能表现。测试结果表明，Res2Net-50 和 Res2Net-
101模型的 AP 为 3.3%和 3.0%。并且，Res2Net模型相较于
其基准模型，在不同尺度的人体上都有一个不错的性能提升。
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5 总结

我们提出了一种可将卷积神经网络的多尺度表达能力提

升到更细粒度层次的简洁而高效的模型，我们将之命名为

Res2Net。Res2Net 扩展出了一个名叫尺度（scale）的维度，
这个维度比现存的深度（depth），宽度（width），基数
（cardinality）等维度要更加重要且有效。我们的 Res2Net模块
也可以毫不费力的集成在现有的一流模型上。在 CIFAR-100
和 ImageNet两个数据集的图像分类任务中，我们的模型也比
包括 ResNet、ResNeXt、DLA等模型在内的其他一流模型有
更好的性能。

尽管在包括 CAM、物体检测、显著性物体识别这几个有
代表性的视觉任务在内的很多任务中，我们已经证明了我们

提出的框架的优越性，但我们认为这种强大的多尺度表达能

力将有更广泛的应用范围。为了鼓励后来学者利用这种强大

的多尺度表达能力进行研究，我们将代码在https://mmcheng.
net/res2net/进行开源。
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